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1 Uvod1.1 MotivaijaRizik obi�no povezujemo sa odlukama koje treba da donesemo, a da pritome ne znamo kakve �e biti posledie tih odluka u budu�nosti. Ono �stoznamo jeste da neke od posledia mogu biti nepovoljne ili nepo�zeljne zanas. Nesigurnost u pogledu toga �sta �e se ta�no desiti predstavlja izvorrizika. Zbog toga nastojimo da predvidimo mogu�e ishode, onoliko kolikoto mo�zemo i da odlu�imo tako da se za�stitimo od lo�sih posledia. U savre-menom na�inu poslovanja postoji velika potreba za upravljanjem rizikom.Kreditni rizik je samo jedan od mnogih koji se javljaju u �nansijskom poslo-vanju. Iz tog razloga, a posebno posle velikih �nansijskih kriza, javila sepotreba standardizaije bankarskog poslovanja. Jedan vid takve standard-izaije ostvaren je osnivanjem Komiteta za superviziju banaka u Bazelu.Komitet donosi preporuke u ilju upravljanja riziima sa kojima se suo�avajubanke. Prema Bazel regulativi, kreditni rizik portfolia banke �ini suma rizikapojedina�nih investiija koje sa�injavaju portfolio. Ovakav metod merenjarizika zanemaruje mogu�nost diversi�kaije, pa su krajem 1990-tih nastalinovi matemati�ki modeli kreditnog rizika koji vode ra�una o efektu diversi-�kaije.Pored sli�ne matemati�ke strukture, ono �sto je zajedni�ko za ove mod-ele jeste da ne postoji univerzalan, najbolji model. Takod�e, zbog izdu�zeneraspodele kreditnih gubitaka, u ve�ini modela se za meru rizika uzima VaR(Value at Risk). VaR odgovara na pitanje koliki je maksimalni gubitak naodred�enom nivou poverenja �. Med�utim, na osnovu vrednosti VaR-a ne-mamo nikakve informaije o mogu�im gubiima ve�im od VaR-a. CVaR(Conditional Value at Risk) kao mera rizika predstavlja produ�zenje VaRmod-ela. CVaR je (uslovna) o�ekivana vrednost (1� �) � 100% najve�ih gubitaka.Pored toga �sto CVaR ima neke osobine koje mu daju prednost nad VaR-om, ova mera rizika je i koherentna. Koherentna mera rizika ima odred�eneosobine karakteristi�ne za �nansijske modele, a ovakav na�in merenja rizikaolak�sava optimizaiju zbog toga �sto ostaju o�uvane "lepe"osobine kao �sto sukonveksnost, neosetljivost na skaliranje, i sl.U ovom radu predstavljen je CVaR model za optimizaiju kreditnog port-folia. U prvom delu dat je pregled osnovnih teorema, de�niija i oznakakori�s�enih u radu. U drugom delu predstavljena je osnovna interpretaijakreditnog rizika i dat je kra�i pregled kreditnih modela. U tre�em poglavlju1



uveden je pojam koherentne mere rizika, CVaR-a i pokazane su neke njegoveosobine, dok je u �etvrtom delu predstavljen OVO model. Na kraju, dat jeilustrativan primer i izvedeni neki osnovni zaklju�i.1.2 Pregled teorema, de�niija i oznakaPosmatrajmo problem optimizaije od n deterministi�kih promenljivihmin f0(x)s:t: fi(x) � 0; i = 1; : : : ; m (1)gde je x = (x1; x2; : : : ; xn), S = fx 2 Rn j fi(x) � 0; i = 1; : : : ; mg if0(x) : Rn ! R, fi(x) : S ! R, i = 1; : : : ; m. Ako �zelimo da uvedemoslu�ajnost u ovaj model, dati problem moramo transformisati. Uvodimoslu�ajnu promenljivu, ! 2 
, gde skup 
 predstavlja skup svih mogu�ihishoda. Funkija fi(x) sada postaje fi(x; !), i = 0; : : : ; m. Na ovaj na�in, zasvako x 2 S ne dobijamo vrednosti fi(x) ve� funkije na 
fi(x) : ! 7! fi(x; !) i = 0; 1; : : : ; m (2)Postavlja se pitanje koja je interpretaija funkije ilja u ovom slu�aju,kako modi�kovati ograni�enja i kako uzeti u obzir rizik? Navedimo prvo nekeosnovne de�niije i oznake.Oznake� Za skup A, sa P(A) ozna�ava�emo partitativni skup skupa A, a sa ACkomplement skupa A.� R+ = fx 2 Rjx � 0g i R++ = fx 2 Rjx > 0g.� Sa [x℄+ ozna�ava�emo maxf0; xg.De�niija 1.1 (��polje) Neka je F � P(
), gde 
 predstavlja skup svihmogu�ih ishoda. Ako va�zii) 
 2 F ;ii) A 2 F ) AC 2 F ;iii) fAngn2N ) SnAn 2 F ; 2



onda F zovemo ��polje (��algebra) nad 
.De�niija 1.2 (Borelovo ��polje) Najmanje ��polje koje sadr�zi sve otvorenepodskupove od Rn zove se Borelovo ��polje nad Rn i ozna�ava sa Bn:De�niija 1.3 (Verovatno�a) Neka je F ��polje nad 
. PreslikavanjeP : F ! [0; 1℄ za koje va�zii) P (
) = 1;ii) P (S1n=1An) =P1i=n P (An), gde fAngn2N 2 F i Ai \ Aj = ;; i 6= j;zove se verovatno�a na F . Trojku (
;F ; P ) zovemo prostor verovatno�a.De�niija 1.4 (Slu�ajna promenljiva) Neka je (
;F ; P ) prostor verovatno�a.Preslikavanje X : 
! Rn za koje va�ziX�1(B) 2 F ; za svako B 2 Bn;zove se slu�ajna promenljiva. Ekvivalentno, X je F�merljivo.Prema prethodnoj de�niiji, funkije fi(x) predstavljaju slu�ajne promenljive.De�niija 1.5 Funkija raspodele slu�ajne promenljive X = (X1; : : : ; Xn) jeFX(x) : Rn ! [0; 1℄ de�nisana sa FX(x) = P (fX1 < x1g\ : : :\fXn < xng).De�niija 1.6� Slu�ajna promenljiva X je diskretnog tipa ako postoji prebrojiv skup uRn , RX, takav da je P (fX 2 RCXg) = 0.� Slu�ajna promenljiva X je apsolutno neprekidnog tipa ako postoji inte-grabilna funkija 'X(x) � 0 takva da je za svaki Borelov skup B 2 BnP (fX 2 Bg) = RB 'X(x)dx. Funkija 'X(x) se naziva gustina slu�ajnepromenljive X.De�niija 1.7 Matemati�ko o�ekivanje slu�ajne promenljive X, E[X℄, kojejo�s ozna�avamo i �(X), de�ni�semo kao� E[X℄ := P1i=1 xip(xi), gde je p(xi) = P (fX = ig), ukoliko je Xdiskretna slu�ajna promenljiva, 3



� E[X℄ := R 1�1 x'X(x)dx, ukoliko je X apsolutno neprekidna slu�ajnapromenljiva.Matemati�ko o�ekovanje za slu�ajnu promenljivuX postoji ukoliko dati red/integralapsolutno konvergira.De�niija 1.8� Momenat reda n; n = 1; 2; : : :, slu�ajne promenljive X je E[Xn℄.� Centralni momenat reda n; n = 1; 2; : : :, slu�ajne promenljive X jeE[(X � E[X℄)n℄.De�niija 1.9 Centralni momenat reda 2 slu�ajne promenljive X zove sevarijansa ili disperzija slu�ajne promenljive X i ozna�ava sa var(X).Mo�ze se pokazati da je var(X) = E[X2℄�(E[X℄)2. Kvadratni koren varijanseslu�ajne promenljive X naziva se standardna devijaija slu�ajne promenljiveX i ozna�ava sa �(X). Slu�ajne promenljive za koje postoji kona�no E[X2℄pripadaju prostoru linearnih funkija L2. Norma na L2 data je sakXk2 = (E[X2℄) 12 = (�2(X) + �2(X)) 12De�niija 1.10 Niz slu�ajnih promenljivihXk konvergira ka slu�ajnoj promenljivojX u odnosu na gore de�nisanu normu ako kXk �Xk2 ! 0 kada k !1, iliekvivalentno, ako i �(Xk �X)! 0 i �(Xk �X)! 0 kada k !1.Ozna�i�emo sa C konstantu iz R ili slu�ajnu promenljivuX � C iz L2. Kadaka�zemo da je X � Y , to u stvari zna�i da je X(!) � Y (!) sa verovatno�om1. Preformuli�simo sada problem (1) u ekvivalentnimin(x1;:::;xn;xn+1) xn+1s:t: f0(x)� xn+1 � 0fi(x) � 0; i = 1; : : : ; m (3)gde (x1; x2; : : : ; xn; xn+1) 2 S�R. Jedan od na�ina da uzmemo u obzir rizikjeste da re�savamo slede�i problem:min(x1;:::;xn;xn+1) xn+14



s:t: Pff0(x) � xn+1g � �0Pffi(x) � 0g � �i; i = 1; : : : ; m (4)gde �i 2 [0; 1℄, i = 0; 1; : : : ; m.De�niija 1.11 Neka je � 2 (0; 1) i X slu�ajna promenljiva na prostoruverovatno�a (
;F ; P ). De�ni�semo inf ; =1. Tada vrednostq� = inffx 2 Rn jPfX � xg � �gzovemo ��kvantil za X.De�niija 1.12 Funkija f : X ! Y je sublinearna ako va�zi1. f(x+ y) � f(x) + f(y); za x; y 2 X;2. f(�x) = �f(x); za x 2 X; � > 0.De�niija 1.13 Prodajna/kupovna (put/all) opija je hartija od vrednostikoja svom imaou daje pravo ali ne i obavezu da proda/kupi odred�enu hartijuod vrednosti na koju se opija odnosi (podlogu opije) po dogovorenoj eni(strajk eni) na datum dose�a ili do datuma dospe�a opije.Ulaganje negativnog kapitala nazivamo kratkim operaijama.2 Kreditni rizikKredit predstavlja vrstu du�zni�ko - poverila�kog odnosa u kome davalakredita (poverila) pozajmljuje odred�enu svotu nova (iznos kredita) koris-niku kredita (du�zniku) koji ima obavezu da kredit vrati u dogovorenom rokuuz dogovorenu kamatu. Kamata predstavlja enu kredita. Kreditom se mo�zesmatrati svaka vrsta odlo�zenog pla�anja.Kreditni rizik se mo�ze de�nisati kao rizik od �nansijskog gubitka uslednemogu�nosti jedne ugovorne strane da ispuni svoje obaveze. Postoje dvaosnovna faktora rizika:1. Rizik neispunjenja obaveze - rizik nepla�anaja predstavljaverovatno�u da du�znik ne�e ispuniti svoju obavezu (defaultprobability) pomno�zenu sa stopom gubitka (loss given default)5



2. Tr�zi�sni rizik predstavlja tr�zi�snu vrednost obaveze, to jest vrednostkredita (redit exposure), iznos pod rizikom nastao usled nepovoljnihkretanja tr�zi�sta.Primer 1 Pretpostavimo da smo kupili obveznie kompanije X u vrednostiod $1.000.000 koje dospevaju za godinu dana. Neka je verovatno�a dakompanija X ne�e izvr�siti svoju obavezu na datum dospe�a 5%. Naj�e�s'�estopa pokri�a ( reovery rate) za obveznie iznosi 45%, to jest stopa gubitka(loss given default) je 55%. Kreditni rizik ove investiije jeCr = $1000000 � 0:05 � 0:55 = $275002.1 Verovatno�e nepla�anja i stopa gubitkaJedna od najosetljivijih stvari u modeliranju kreditnog rizika jeste proenaverovatno�a nepla�anja . Postoji vi�se modela, ali se naj�e�s�e koristeaktuarski modeli ili modeli tr�zi�snih ena. U aktuarskim modelima proenaverovatno�a se vr�si na osnovu istorijskih podataka o nesolventnosti.Agenije za kreditni rejting rangiraju emitente (kompanije) prema timproenjenim verovatno�ama. Jedan primer kreditnog rejtinga formiran odagenije Standard and Poors dat je u Tabeli 1.GodinaRejting 1 2 3 4 5AAA 0:00 0:00 0:05 0:11 0:17AA 0:00 0:02 0:07 0:15 0:27A 0:04 0:12 0:21 0:36 0:56BBB 0:24 0:54 0:85 1:52 2:19BB 1:01 3.40 6.32 9.38 12.38B 5.45 12.36 19.03 24.28 28.38CCC 23.39 33.52 41.13 47.43 54.25Tabela 1: S&P kumulativne verovatno�e nepla�anja (%)
6



Tabela 1 prikazuje kumulativne verovatno�e nepla�anja. Ozna�imo ih sapn. Ova verovatno�a predstavlja verovatno�u da je do�slo do nepla�anja bilokad od danas do godine n. Odavde mo�zemo izra�unati marginalne iligodi�snje bankrot verovatno�e, gi, to jest verovatno�e da dod�e do nepla�anjata�no u godini i. Naime, da bi kompanija "do�zivela" godinu n (da biposlovala do godine n, da ne bi bankrotirala), mora da opstane do godinen� 1 i da bude solventna u godini n. To mo�zemo zapisati kao:1� pn = (1� pn�1)(1� gn) = nYi=1(1� gi)i re�siti rekurzivno po gi. Odavde takod�e mo�zemo izra�unati i verovatno�uda dod�e do nepla'anja ta�no u godini i, po�ev�si od danas:di = (1� pi�1)giDruga komponenta rizika nepla�anja je stopa pokri�a, r. Ona se takod�emo�ze odrediti iz istorijskih podataka a zavisi od toga da li je kreditosiguran ili ne, od statusa kreditora u slu�aju nesolventnosti, i sli�no.Prioritet u naplati dugova u slu�aju nesolventnosti kompanije (emitenta)dat je, naj�e�s�e, na slede�i na�in:1. dr�zava (porezi) 4. obveznie2. zaposleni 5. prioritetne akije3. bankarski i drugi dugovi 6. obi�ne akijeIz ste�ajne mase kompanije ispla�uju se dugovi poverioima po navedenomprioritetu. Stopa pokri�a predstavlja deo duga koji se prose�no naplati.Tipi�na stopa pokri�a u SAD za osigurane bankarske zajmove je 70%, zaobveznie je 50%, dok je za akije svega 10%. U nekim modelima kreditnogrizika ova stopa pokri�a se posmatra kao konstanta, dok se u drugimmodelima posmatra kao slu�ajna promenljiva ali nezavisna od verovatno�enepla�anja. Med�utim, skorija iskustva pokazala su da stope pokri�a dugovamogu biti veoma promenljive i da opadaju sa pove�anjem brojanesolventnih kompanija tokom ekonomskih kriza. Zato je pravilna oenaovih stopa jo�s jedno osetljivo mesto u modeliranju kreditnog rizika.Drugi pristup oeni rizika nepla�anja jeste model tr�zisnih ena. U ovommodelu rizik se proenjuje na osnovu prinosa do dospe�a obveznie7



emitenta. U momentu dospe�a obveznia mo�ze biti u dva stanja: do�slo jedo nepla�anja ili nije do�slo do nepla�anja. Ozna�imo nominalnu vrednostobvezne sa F i posmatrajmo obvezniu bez kupona. Ako je do�slo donepla�anja, vrednost obveznie je r � F , a F ina�e. Ako u enu obveznienije uklju�ena i premija za rizik, trenutna ena obveznie P treba da budematemati�ko o�ekivanje diskontovanih vrednosti obveznie u oba stanja.Neka su � i �� prinosi rizi�ne i nerizi�ne obveznie, neka je dalje verovatno�ada se desi nepla�anje do datuma dospe�a p, a stopa pokri�a r. Tada jeP = F1 + � = F1 + �� � (1� p) + r � F1 + �� � pDiskontovali smo sa stopom bez rizika �� jer smo pretpostavili da nemapremije na rizik. Sred�uju�i gornji izraz dobijamo1 + �� = (1 + �)[1� p(1� r)℄to jest � � �� + p(1� r)Koriste�i podatke o prinosima, iz razlike �� �� (koja se jo�s naziva i kreditspred (redit spread)) mo�zemo dobiti faktor rizika nepla�anja. Ukolikoinvestirori zahtevaju i dodatnu kompenzaiju za preuzimanje kreditnogrizika, kredit spred �e uklju�iti i premiju za rizik. Ovaj metod oene rizikanepla'anja je koristan samo ako je emitent izdao obveznie kojima se javnotrguje i za koje postoji odgovaraju�a tr�zi�sna vrednost.Alternativni pristup jeste da se rizik nepla�anja modelira na osnovu eneakija zbog toga �sto se akijama aktivnije trguje nego korporaijskimobvezniama. Jedan takav model razvio je Merton (1974). U njegovommodelu proes nesolventnosti kompanije je odred�en vredno�s�u aktivekompanije i rizik od nepla�anja je ekspliitno povezan sa promenomvrednosti aktive. Naime, do nesolventnosti kompanije dolazi kad jevrednost aktive kompanije A (to jest tr�zi�sna vrednost kompanije) manja odnjenih obaveza L. Isplata poverioima na datum dospe�a duga je tadamin(A;L). Pretpostavimo da su obaveze (dug) kompanije predstavljeneobvezniom bez kupona. Ako je tr�zi�sna vrednost kompanije na datumdospe�a ve�a od nominalne vrednosti obveznie, tada imaoi obvezniedobijaju njenu nominalnu vrednost. Med�utim, u slu�aju da je vrednostkompanije manja od nominalne vrednosti obveznie, vlasnii akija ne8



dobijaju ni�sta, a imaoi obveznie dobijaju tr�zi�snu vrednost kompanije.Isplata na datum dospe�a imaoima obveznie je tada nominalna vrednostobveznie minus prodajna opija na tr�zi�snu vrednost kompanije sa strajkenom i datumom dospe�a jednakim nominalnoj vrednosti i datumudospe�a obveznie. Zbog toga trenutna ena akije odra�zava predvid�enuverovatno�u da dod�e do nepla�anja.2.2 Iznos pod rizikomIznos pod rizikom (redit exposure) se mo�ze de�nisati kao vrednost aktivekompanije (du�znika) na datum dospe�a, ukoliko je ta vrednost pozitivna.Zapravo, to je tr�zi�sna vrednost kompanije. O�ekivani iznos pod rizikompredstavlja o�ekivanu vrednost aktive A, ukoliko je pozitivna, na datumdospe�a (duga): E[A℄ = Z +1�1 max(A; 0)'(A)dAgde je '(A) funkija gustine za A.Najve�i iznos pod rizikom predstavlja najve�u (najgoru) vrednostizlo�zenu riziku na odred�enom nivou poverenja �. Drugim re�ima, to jevrednost � za koju va�zi: 1� � = Z 1� '(A)dA:Ako posmatramo obveznie ili klasi�ne zajmove, pretpostavljamo da supromene u tr�zi�snoj vrednosti male u odnosu na nominalnu vrednost(glavniu), pa je o�ekivani iznos pod rizikom jednak glavniiE[A℄ = F:Ovo takod�e va�zi za potra�zivanja, trgovinske kredite i kreditna pisma. Akoposmatramo opije, na datum dospe�a (ili do datuma dospe�a) opija semo�ze i ne mora izvr�siti, pa je tako vrednost ugovora ili nula ili je jednakavrednosti obaveze. U slu�aju kratke poziije na opijama, za koju jepremija ve� pla�ena, nema izlo�zenosti riziku druge ugovorne strane, pa jeE[A℄ = 0:U slu�aju duge poziije na opijama, iznos pod rizikom jednak je vrednostiopije. 9



Generalno, u modeliranju izlo�zenosti kreditnom riziku treba da se vodira�una o na�inima za modi�kovanje iznosa pod rizikom tako da se taj iznossmanji u odnosu na odred�enu ugovornu stranu (na primer odred�enukompaniju). Jedan od na�ina bi mogao biti pla�anje preko kupona(reouponing), gde se kuponskim pla�anjem vrednost ugovora svodi na nulu.Takod�e, de�nisanjem gornjeg limita iznosa pod rizikom (exposure limit) kojikada se dostigne zahteva dodatno pla�anje od du�znika, posti�ze se smanjenjeizlo�zenosti kreditnom riziku. Isto va�zi i za dodatna obezbed�enja kredita(ollateral). Kona�no, izlo�zenost kreditnom riziku se mo�ze redukovati idnevnim poravnanjem prema tr�zi�stu (daily marking - to - market). U tomslu�aju iznos pod rizikom je pod utiajem dnevne volatilnosti, �sto sa drugestrane, stvara nove izvore rizika, kao �sto su rizik likvidnosti ili operaionirizik, jer se nov�ani tokovi moraju usklad�ivati dnevno.2.2.1 Poravnaje dugova (netting arrangements)Jo�s jedan od metoda kontrole izlo�zenosti kteditnom riziku, to jest iznosapod rizikom, jeste poravnanje dugova. Cilj poravnanja jeste izjedna�avanjetransakija izmed�u dve ugovorne strane, to jest prebijanje nov�anih tokovaza sve ugovore koji su pokriveni sporazumom o poravnanju. Poravnanjesmanjuje kreditni rizik tako �sto smanjuje iznos pod rizikom. Sporazum oporavnanju �ini N ugovora vrednosti Vi; i = 1 : : :N; izmed�u dve strane. Uslu�aju nesolventnosti, jedna ugovorna strana ne mo�ze prekinuti pla�anja,to jest obaveze za ugovore sa negativnom vredno�s�u, dokle god posedujepotra�zivanja, to jest obaveze (prava) za ugovore s pozitivnom vredno�s�u.Na osnovu ovih sporazuma o poravnanju mo�ze se zaklju�iti da je netogubitak, NG, u slu�aju nesolventnosti jednak pozitivnoj sumi vrednosti svihugovora u sporazumu:NG = max(V; 0) = max( NXi=1 Vi; 0):U slu�aju da ne postoji poravnanje dugova, potenijalni gubitak, G, bi biojedank sumi pozitivnih vrednosti ugovora:G = NXi=1 max(Vi; 0):10



Potenijalni gubitak bez sporazuma o poravnanju je uvek ve�i odpotenijalnog gubitka u slu�aju da poravnanje postoji, osim kada su sveisplate savr�seno korelisane. Korist od poravnaja dugova zavisi od brojaugovora u sporazumu N i od korelaije vrednosti ugovora. �Sto je ve�e N i�sto je manja korelaija, korist je ve�a. Da bismo pokazali efekteporavnanja, de�nisa�emo slede�e pojmove:� Bruto gubitak (gross replament value) GRV, predstavlja sumugubitaka Gj prema svim du�zniima KGRV = KXj=1 Gj = KXj=1 24 NjXi=1 max(Vi; 0)35� Neto gubitak (net replament value) NRV, predstavlja ukupni gubitakprema svim du�zniima K u slu�aju da postoji poravnanje. Ukolikopostoji i dodatno osiguranje duga Cl (ollateral), tada jeNRV = KXj=1 NGj = KXj=1 24max0� NjXi=1 Vi; 01A� Clj35Zbog toga �sto ukupni iznos pod rizikom jednog portfolia mo�ze biti veomavelik i ne reprezentuje stvarni kreditni rizik, neto gubitak je prikladnijamera izlo�zenosti kreditnom riziku. Reimo, za Bank Ameria, vrednostportfolia iznosi $4; 285 biliona, �sto je veoma veliko u pored�enju sakapitalom banke od $57.1 bilion. Med�utim GRV banke je $16.5 biliona, dokje NRV jo�s manja - $15.2 biliona, to jest svega 0.4% ukupne vrednostiportfolia. U proseku NRV iznosi oko 0.5% ukupne vrednosti portfolia. Iakose ova mera rizika odnosi na "najgore" slu�ajeve (slu�aj da svi du�zniipostanu nesolventni), ona ipak ne obuhvata kreditni rizik u potpunosti jerignori�se verovatno�u nepla�anja, potenijalnu budu�u izlo�zenost riziku, kaoi efekte diversi�kaije. U slede�em odeljku bi�e predstavljeno kako sekombinuju tr�zi�sni i rizik nepla�anja.2.3 Merenje i upravljanje kreditnim rizikomDa bismo odredili o�ekivani i neo�ekivani kreditni gubitak, potrebno jekombinovati tr�zi�sni i rizik nepla�anja i podeliti vremenski period za koji seodred�uje kreditni rizik na vremenske intervale. Obi�no se uzima interval od1 godine. 11



O�ekivani kreditni gubitak, OKG, u bilo kom vremenskom trenutku tjednak je OKGt = E[At℄� dt � (1� r)gde su E[At℄ o�ekivani iznos pod rizikom u godini t, dt verovatno�anepla�anja u godini t, a r stopa pokri�a de�nisani kao i ranije. Ovajo�ekivani kreditni gubitak slu�zi kao osnova za izra�unavanje ene kredita.Neo�ekivani kreditni gubitak, NKG, u bilo kom vremenskom trenutku tjednak je NKGt = �t � dt � (1� r)gde je �t najve�i iznos pod rizikom u godini t. U stvari, neo�ekivani kreditnigubitak predstavlja maksimalni gubitak u slu�aju nepla�anja na odred�enomnivou poverenja. Ovaj podatak se mo�ze iskoristiti da bi se odredila koli�inakapitala koju treba rezervisati da bi se pokrio dati neo�ekivani gubitak.Ako imamo portfolio kredita, raspodelu gubitaka usled kreditnog rizikadobijamo na osnovu formule� = NXi=1 Ai � (1� ri)� xigde je xi slu�ajna promenljiva koja uzima vrednosti 0 ako nije do�slo donepla�anja, a 1 ina�e, sa verovatno�om pi. Koriste�i datu formulu mo�zemoizra�unati o�ekivani i neo�ekivani kreditni gubitak za eo portfolio.Primer 2 Neka se portfolio sastoji od tri zajma kompanijama X, Y i Z uiznosu od $60, $15 i $25 miliona, sa verovatno�ama nepla�anja 0.0024,0.2369 i 0.0101 (dobijenih na osnovu kreditnog rejting kompanija)respektivno. Pretpostavimo da je stopa pokri�a ri = 0; i = 1; 2; 3 i da donesolventnosti kompanija dolazi nezavisno jedne od drugih. Odredimoo�ekivani i neo�ekivani (najgori) kreditni gubitak portfolia. Kako smopretpostavili da su kompanije nesolventne nezavisno, imamo ukupno 23 = 8mogu�nosti, pa raspodela mogu�ih gubitaka za portfolio izgleda
12



nesolventnost gubitak(mil$) verovatno�a- 0 0:753579748X 60 0:001812942Y 15 0:233944492Z 25 0:007688812X; Y 75 0:000562818X;Z 85 0:000018495Y; Z 40 0:002386948X; Y; Z 100 0:000005742O�ekivani kreditni gubitak portfolia iznosi $3.95 miliona, dok jeneo�ekivani gubitak na nivou poverenja od 99% oko $ 25 miliona.Pri odred�ivanju raspodele gubitaka portfolia sa vi�se elemenata, uzimaju�i uobzir iznos kredita koji nije konstantan, stope pokri�a, verovatno�enepla�anja kao i korelaiju izmed�u nesolventnosti razli�itih kompanija,potrebno je koristiti neke simulaione metode (kao �sto je Monte Carlometoda).Kao �sto je ve� re�eno, informaije dobijene o o�ekivanom i o najgoremgubitku mogu biti iskori�s�ene da bi se upravljalo kreditnim rizikom:� sada�snja vrednost o�ekivanog kreditnog gubitka predstavlja kreditnurezervu, to jest koli�inu nova koju treba ostaviti sa strane da bi sepokrio predvid�eni gubitak� razlika sada�snje vrednosti neo�ekivanog (najgoreg) kreditnog gubitka ikreditne rezerve predstavlja kapitalnu rezervu, to jest koli�inunova koju treba ostaviti sa strane da bi se pokrio nepredvid�enigubitak� utvrd�ivanjem o�ekivanog prinosa portfolia, za svaki kreditni portfoliose mo�ze izvr�siti pored�enje o�ekivanog pro�ta i ukupnog rizika u iljupronala�zenja najboljeg odnosa rizik-prinos, to jest pronala�zenjaoptimalnog portfolia.
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2.4 Razli�iti modeli kreditnog rizikaOsnovna prednost modela razvijenog u Bazel regulativi je u njegovojjednostavnosti. Interni bankarski modeli kreditnog rizika portfolia, iakoveoma slo�zeni, daju realnije rezultate. Iako se ovi modeli mogu razlikovati ude�niiji kreditnog rizika, izvorima rizika, oeni verovatno�a nepla�anja istopa pokri�a i re�senju, svi imaju veoma sli�nu osnovnu matemati�kustrukturu. Neki od najpoznatijih su CreditMetrisTM, CreditRisk+ iCreditPortfolioViewTM.2.4.1 Bazel regulativaKomitet za superviziju banaka u Bazelu (The Basel Committee on BankingSupervision) osnovan je 1975. godine od strane zemalja Grupe deset(Belgija, Franuska, Holandija, Italija, Japan, Kanada, Nema�ka, SAD,�Svajarska, �Svedska, Velika Britanija). Osnivanje ovog Komiteta imalo je zailj standardizaiju bankarskog poslovanja. Basel Capital Aord izdat1988. godine i New Basel Capital Aord izdat 2001 od strane Komiteta,donose preporuke i standarde vezane za merenje i upravljanje rizikom ubankarskom poslovanju. Najva�znija preporuka odnosila se na kreditni rizik(koji zapravo �ini najve�i deo ukupnog rizika bankarskog poslovanja) kao ina minimum kapitala potrebnog da bi se osiguralo od ovog rizika. Tajminimum kapitala iznosi 8%, to jest odnos ukupnog kapitala banke i iznosapod rizikom ne sme biti manji od 8%. Iznos pod rizikom kreditnog portfolia�ini zbir pojedina�nih iznosa pod rizikom pomno�zenih sa spei��nimte�zinama koje zavise od vrste ugovora (od toga da li su u pitanju dr�zavneili korporaijske obveznie, osigurani ili neosigurani zajmovi, �nansijskiderivati, i sli�no). Preko ovih spei��nih te�zina se indirektno ura�unavarizik od nepla�anja. Prema Bazel regulativi kreditni rizik se proenjuje nabazi pojedina�nih transakija (transation-by-transation basis) i ukupnirizik je suma pojedina�nih rizika. To je ujedno i najve�a mana ovogpristupa, jer ignori�se mogu�nost diversi�kaije.2.4.2 CreditMetrisTMCreditMetrisTM predstavljen je 1997. godine od strane J.M.Morgan-a ([2℄).Za de�niiju kreditnog rizika u ovom modelu uzima se tr�zi�sna vrednostdobra, izvor rizika je promena u vrednosti dobra (i to ne samo zbogmogu�nosti nepla�anja ve� i zbog promena u kreditnom rejtingu), stope14



pokri�a su slu�ajne promenljive a re�senje mo�ze biti analiti�ko ilisimulaiono. Migraije u kreditnom rejtingu i verovatno�e nepla�anjaaproksimirane su iz istorijskih podataka za svaku rejting klasu ipredstavljene su tzv. migraionom matriom. Formiranje ovih matria(koje su ulazni parametri modela) predstavlja najve�u manu modela jer uvelikoj meri zahteva tr�zi�sne podatke koji uglavnom nisu dostupni. Takod�e,ovaj model je kritikovan i zbog toga �sto se suvi�se oslanja na istorijskepodatke jer na taj na�in ne uzima u obzir trenutne makroekonomske uslove,niti pravi razliku izmed�u du�znika istog kreditnog rejtinga koji se baverazli�itim delatnostima.2.4.3 CreditRisk+Za razliku od CreditMetrisTM-a, ovaj model je zasnovan na aktuarskimmetodama. Objavljen je takod�e 1997. godine od strane Credit SuisseFinanial Produts ([3℄). Rizik u ovom modelu predstavljaju gubii uslednepla�anja i nesolventnost, to jest verovatno�e nepla�anja su jedini izvorrizika, stope pokri�a se posmatraju kao konstante a re�senje je analiti�ko.Med�itim, kako konstantne stope pokri�a ne odgovaraju realnosti, samo uzovu modi�kaiju vi�se nije mogu�e prona�i analiti�ko re�senje. Takod�e, ovajmodel kao ulazne podatke koristi korelaiju izmed�u razli�itihnesolventnosti. Ta korelaija je aproksimirana iz veze du�znika i razli�itihprivrednih sektora kao i volatilnosti nesolventnosti unutar sektora. Zbogtoga svaki sektor predstavlja jedan faktor rizika i podrazumeva se da susektori med�usobno nezavisni (�sto takod�e ne mora da odgovara realnosti).2.4.4 CreditPortfolioViewTMKonept CreditPortfolioViewTM-a ([4℄,[5℄) je negde izmed�uCreditMetrisTM-a i CreditRisk+-a. Njegovi tvori su Wilson i MKinsey.Ovaj model je ekonometrijski model. Rizik se de�ni�se kao tr�zi�sna vrednostdobra, izvor rizika su makroekonomski faktori, stope pokri�a se posmatrajukao slu�ajne promenljive a re�senje je simulaiono. Zbog slo�zenogekonometrijskog pristupa, mana i ovog modela jeste potreba za velikomkoli�inom istorijskih podataka. Takod�e, identi�kovanje relevantnih makrofaktora oslanja se na ekonomsku intuiiju korisnika modela.
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Ono �sto je zajedni�ko za sve modele kreditnog rizika jeste da ne postojinajbolji, univerzalan model, ve� izbor konkretnog modela zavisi od potrebakorisnika, njegovih mogu�nosti kao i od raspolo�zivosti podataka.3 CVaR modelKada govorimo o merenju rizika od gubitka, smatramo da slu�ajnapromenljiva X(!) predstavlja tro�skove. Zbog toga �sto su u klasi�nimproblemima optimizaije ograni�enja tipa � 0, smatra�emo da su pozitivnevrednosti X(!) nepo�zeljne. Takod�e, zbog toga �sto slu�ajna promenljiva nepredstavlja pojedina�nu vrednost, da bismo re�sili problem optimizaije,moramo kvanti�kovati rizik. U tom smislu, svakoj slu�ajnoj promenljivoj izL2 pridru�zujemo vrednost R(X), gde R(X) predstavlja meru rizika i mo�zeuzeti vrednosti iz intervala (�1;1℄. Tada problem optimizaije mo�zemore�siti tako �sto slu�ajne promenljive fi(x) zamenimo funkijama~fi(x) = Ri(fi(x)), i = 0; 1; : : : ; m i zatim minimizujemo ~f0(x) po svimx 2 S, uz ograni�enja ~fi(x) � 0, i = 1; : : : ; m.minx2S ~f0(x)s:t: ~fi(x) � 0; i = 1; : : : ; m (5)3.1 Koherentna mera rizikaDe�niija 3.1 Operator R : L2 ! (�1;1℄ se naziva koherentna merarizika u �sirem smislu ako va�zi(R1) R(C) = C, za svaku konstantu C,(R2) R((1� �)X + �Y ) � (1� �)R(X) + �R(Y ); � 2 (0; 1),(R3) R(X) � R(Y ) za X � Y ,(R4) R(X) � 0 ako kXk �Xk2 ! 0 za R(Xk) � 0.Operator R se naziva koherentna mera rizika u u�zem smislu ako va�zidodatno(R5) R(�X) = �R(X), za � > 0.16



Kombinuju�i osobine (R2) - konveksnost i (R5) - pozitivnu homogenost,dobijamo jo�s jedno svojstvo - subaditivnost, to jestR(X + Y ) � R(X) +R(Y ) (6)Ovo svojstvo ima va�znu �nansijsku interpretaiju. Naime, ako slu�ajnepromenljive X i Y posmatramo kao gubitke dve razli�ite investiije, tadase, prema svojstvu (6), rizik od gubitka kada se investiije kombinujusmanjuje ili, u krajnjem slu�aju, ostaje jednak ukupnom rizikupojedina�nih investiija, to jest posti�ze se efekat diversi�kaije. Isto va�zi iza osobinu (R2): konveksna kombinaija dva portfolia (dve investiije)smanjuje ukupni rizik. Takod�e, ako znamo da za neko budu�e stanje ! va�ziX(!) � Y (!) skoro sigurno, tada rizik od gubitka povezan sa X ne bitrebao biti ve�i od gubitka povezanog sa Y , na osnovu (R3). Stavljaju�iY = supX, kada je X ograni�ena sa gornje strane, kombinuju�i (R3) i (R1)dobijamo R(X) � supX; za svako X;a uzimaju�i Y = 0 imamoR(X) � 0; za X � 0:Mo�zemo smatrati da je slu�ajna promenljiva prihvatljiva (rizik za slu�ajnupromenljivu je prihvatljiv) kada je R(X) � 0. U tom smislu, osobina (R4)govori da ako je X aproksimirana slu�ajnim promenljivama Xk koje suprihvatljive, tada je i X prihvatljiva.Teorema 3.1 [8℄. Neka su u problemu (5)~fi(x) = Ri(fi(x)); i = 0; 1; : : : ; m, gde je Ri koherentna mera rizika u �siremsmislu, i = 0; 1; : : : ; m.1) (o�uvanje konveksnosti) Ako je fi(x; !) konveksna u odnosu na x zasvako !, tada je i funkija ~fi(x) takod�e konveksna.2) (o�uvanje izvesnosti) Ako je ~fi(x) konstantna slu�ajna promenljiva zasvako x, to jest fi(x; !) = fi(x), tada je i ~fi(x) = fi(x).3) (neosetljivost na skaliranje) Ako je Ri koherentna mera rizika u u�zemsmislu, tada problem (5) ostaje isti i kada se jedinie u kojima suizra�zene vrednosti fi(x; !) skaliraju ili preimenuju.17



Dokaz:(1) Kako je Ri(�) neopadaju�a i konveksna funkija (na osnovu (R3) i(R2)), a fi(x) konveksna, tada je i ~fi(x) takod�e konveksna kao njihovakompoziija.(2) Neka je fi(x) = fi(x) = C. Tada je Ri(fi(x)) = Ri(C) = C, naosnovu (R1), to jest i ~fi(x) je konstantna.(3) Sledi direktno na osnovu (R5) �:Posmatrajmo sada problem (4) min(x1;:::;xn;xn+1) xn+1s:t: Pff0(x) � xn+1g � �0Pffi(x) � 0g � �i; i = 1; : : : ; mMera rizika u ovom problemu je �i-ti kvantil raspodele za fi(x),i = 0; 1; : : : ; m. ImamoRi(X) = Ri(fi(x)) = q�i �i 2 (0; 1)Med�utim ova mera rizika nije koherentna! Naru�sena je osobinakonveksnosti (R2). Ova osobina se mo�ze dobiti iz pozitivne homogenosti isubaditivnosti. Iako (R5) va�zi za q�i , subaditivnost je naru�sena. U merenjurizika va�zno je imati koherentnu meru, jer je u tom slu�aju lak�seoptimizovati zbog o�uvanja "lepih"osobina, �sto pokazuje Teorema 3.1.3.2 CVaR kao koherentna mera rizikaNeka je f(x; y) : S � Y ! R funkija gubitka, gde je x 2 S � Rn vektorodluka (portfolio), a y 2 Y � Rm vektor budu�ih stanja slu�ajnepromenljive sa raspodelom p(y) : Y ! R (koje je nezavisna od vektora x).Tada je i f(x; y) slu�ajna promenljiva sa svojom raspodelom. Za svakox 2 S, ozna�imo sa 	(x; �) datu funkiju raspodele	(x; �) = Pfyjf(x; y) � �g:18



Neka je dalje f(x; y) neprekidna u x i merljiva u y i neka je E[jf(x; y)j℄ <1za svako x 2 S. Ozna�imo sa 	(x; ��) levu graniu 	(x; �) u �, odnosno	(x; ��) = Pfyjf(x; y) < �g:Ako je razlika 	(x; �)� 	(x; ��) = Pfyjf(x; y) = �gpozitivna, to jest ako 	(x; �) ima skok u �, ka�zemo da postoji atomverovatno�e u �. Ozna�imo sa � 2 (0; 1) nivo poverenja (na primer� = 0:95).De�niija 3.2 (VaR) �-VaR gubitka povezanog sa odlukom x je vrednost��(x) = minf�j	(x; �) � �g: (7)Minimum u (7) se dosti�ze zato �sto je 	(x; �) neopadaju�a i neprekidna sadesne strane u �. Kada je 	(x; �) strogo rastu�a, postoji jedinstveno �koje je re�senje problema 	(x; �) = �. Ako to nije slu�aj, ova jedna�inamo�ze imati vi�se re�senja ili biti bez re�senja.Slika 1 prikazuje slu�aj kad jedna�ina 	(x; �) = � nema re�senja. � se nalaziu intervalu [��(x) = 	(x; ��(x)�); �+(x) = 	(x; ��(x))℄.De�niija 3.3 (VaR+) � � VaR+ gubitka povezanog sa odlukom x jevrednost �+� (x) = inff�j	(x; �) > �g: (8)Na Slii 2 prikazan je slu�aj kada jedna�ina 	(x; �) = � ima vi�se re�senja, tojest re�senje je eo interval. Kako je ��(x) � �+� (x), re�senje le�zi ili uintervalu [��(x); �+� (x)) ili u [��(x); �+� (x)℄, u zavisnosti od toga da li	(x; �) ima skok u �+� (x) ili ne.Ova dva slu�aja pokazuju da uzimanje �-VaR-a za meru rizika mo�ze ote�zatioptimizaiju, posebno u slu�aju kad je p(y) diskretna (tada je 	(x; �) stepfunkija - konstantna izmed�u skokova). Takod�e, zahtevanje ve�eg nivoapoverenja �, dovodi do nestabilnosti VaR-a (skok �e se skoro sigurnodogoditi). Ovi problemi naveli su na usavr�savanje VaR modela ikonstruisanje nove mere rizika koja �e te probleme prevazi�i.19



Slika 1: 	(x; �) = � nema re�senja u �De�niija 3.4 (CVaR) �-CVaR gubitka povezanog sa odlukom x jevrednost ��(x); koja predstavlja o�ekivanje za f(x; y) uz uslovnu raspodelu	�(x; �) (�-rep raspodelu), gde je 	�(x; �) dato sa	�(x; �) = � 0; za � < ��(x)(	(x; �)� �) 11�� ; za � � ��(x) (9)Vrednost ��(x) de�nisana je preko �-rep raspodele zbog toga �sto funkijaraspodele 	(x; �) mo�ze imati skok (atom verovatno�e) u ��(x). U tomslu�aju verovatno�a da � 2 [��(x);1) mo�ze biti ve�a od 1� � po�sto je	(x; ��(x)�) < � � 	(x; ��(x)) kada 	(x; ��(x)�) < 	(x; ��(x)). U tomsmislu �-rep raspodela predstavlja "gornji 1� �" deo ele raspodele.	�(x; �) je u stvari, skalirana raspodela izmed�u 1� � i 1 (umesto izmed�u 0i 1). Kako je 	�(x; �) takod�e neopadaju�a i neprekidna sa desne strane iva�zi 	�(x; �)! 1 kad �!1, ova funkija raspodele je dobro de�nisana.20



Slika 2: 	(x; �) = � ima vi�se re�senja u �De�niija 3.5 (CVaR+ i CVaR�) � � CVaR+ gubitka povezanog saodlukom x je vrednost�+� (x) = E[f(x; y)jf(x; y) > ��(x)℄ � (10)� � CVaR� gubitka povezanog sa odlukom x je vrednost��� (x) = E[f(x; y)jf(x; y) � ��(x)℄: (11)� Napomena: Uslovno o�ekivanje (10) je dobro de�nisano samo u slu�aju daje Pff(x; y)jf(x; y) > ��(x)g > 0, odnosno 	(x; ��(x)) < 1, �sto ne mora dava�zi iako je � 2 (0; 1) (jer mo�ze postojati skok u ��(x)). �:Nave�s�emo sada neke osnovne relaije za CVaR, CVaR+ i CVaR�.Teorema 3.2 [10℄. Ako ne postoji atom verovatno�e ��(x), tada je��� (x) = ��(x) = �+� (x) (12)21



Slika 3: 	�(x; �)Ako postoji atom verovatno�e ��(x), tada��� (x) < ��(x) = �+� (x) za � = 	(x; ��(x)) (13)Ako je � < 	(x; ��(x)) i atom verovatno�e ��(x) postoji, tada��� (x) < ��(x) za 	(x; ��(x)) = 1 (14)(u tom slu�aju �+� nije dobro de�nisano). U svim ostalim slu�ajevima zakoje je 	(x; ��(x)�) < � < 	(x; ��(x)) < 1va�zi stroga nejednakost ��� (x) < ��(x) < �+� (x): (15)Dokaz: 22



Prema (10), �+� (x) se mo�ze de�nisati (sli�no ��(x)) kao o�ekivana vrednostgubitka pri raspodeli	+� (x; �) = � 0; za � < ��(x)(	(x; �)� �+(x)) 11��+(x) ; za � � ��(x) (16)Isto tako je i ��� (x) o�ekivana vrednost gubitka pri raspodeli	�� (x; �) = � 0; za � < ��(x)(	(x; �)� ��(x)) 11���(x) ; za � � ��(x) (17)gde su ��(x) i �+(x) po�etak i kraj vertikalnog skoka funkije rapodele	(x; �) u ��(x). Ako ne postoji atom verovatno�e u ��(x), onda je��(x) = �+(x) = � 2 (0; 1). Tada su i funkije raspodele (16), (17) i (9)identi�ne, pa va�zi (12). Dalje, ako postoji skok u ��(x) i � = �+(x), tada je��(x) < �+(x) < 1, pa je ispunjeno (13). Ako je, sa druge strane, �+ = 1,tada koriste�i da je 	(x; ��(x)�) < � � 	(x; ��(x)) kada je	(x; ��(x)�) < 	(x; ��(x)), dobijamo da va�zi (14). Na kraju, ako jeispunjeno 	(x; ��(x)�) < � < 	(x; ��(x)) < 1, iz de�niija (16), (17) i (9) ikoriste�i da je 	�(x) neopadaju�a, dobijamo da va�ze stroge nejednakosti u(15) �:Teorema 3.3 [10℄. Neka je ��(x) verovatno�a��(x) = (	(x; ��(x))� �) 11� �Ako je 	(x; ��(x)) < 1, to jest postoji �sansa da nastane gubitak ve�i od��(x), tada je ��(x) = ��(x)��(x) + (1� ��(x))�+� (x)Ako je 	(x; ��(x)) = 1, to jest najve�i gubitak koji mo�ze da nastane je��(x), tada je ��(x) = ��(x):Dokaz: 23



Po de�niiji, � � 	(x; ��(x)). U slu�aju da postoji mogu�nost da gubitakbude ve�i od ��(x), tada je � � 	(x; ��(x)) < 1(pa je i ��(x) < 1). Kako je ��(x) o�ekivana vrednost gubitka, a �+� (x)o�ekivani gubitak u slu�aju da je f(x; y) > ��(x), tada je (po de�niiji)��(x) = ��(x)��(x) + (1� ��(x))�+� (x):Sa druge strane, ako je 	(x; ��(x)) = 1, (najve�i mogu�i gubitak je ��(x)),tada je i ��(x) = 1, pa je��(x) = 1 � ��(x) + (1� 1) � �+� (x)��(x) = ��(x) �:Posledia 3.1 [10℄. �-CVaR de�nisan u (9) je ve�i ili jednak sa�-VaR-om, datim sa (7), to jest va�zi��(x) � ��(x):Dokaz:Na osnovu Teoreme 3.3 va�zi da je��(x) = ��(x)��(x) + (1� ��(x))�+� (x)�sto je strogo ve�e od ��(x) (za ��(x) < 1) jer je po de�niiji �+� (x) > ��(x).Kada je ��(x) = 1 opet na osnovu Teoreme 3.3 va�zi��(x) = ��(x);�ime je dokazano tvrd�enje. �:Iz prethodne posledie se vidi da portfolio sa malim CVaR-om takod�e ima imali VaR. 24



Teorema 3.4 (CVaR za kona�ne ishode ) [10℄. Pretpostavimo dapostoji kona�no mnogo ishoda yi 2 Y; i = 1 : : : ; N , tako da je za svakox 2 S raspodela gubitaka f(x; y) data u kona�no mnogo ta�aka, odnosno	(x; �) je step funkija sa skokovima u tim ta�kama. Za �ksirano x 2 Spored�ajmo odgovaraju�e gubitke u rastu�i niz f(x; y1) < f(x; y2) < : : :: : : < f(x; yN), pri �emu je verovatno�a pi da se desi f(x; yi) pozitivna zai = 1; : : : ; N . Neka je k indeks takav da jek�1Xi=1 pi < � � kXi=1 piTada je �-VaR dat sa ��(x) = f(x; yk);a odgovaraju�i �-CVaR je��(x) = 11� � " kXi=1 pi � �! f(x; yk) + NXi=k+1 pif(x; yi)# :U ovom slu�aju va�zi i��(x) = 11� �  kXi=1 pi � �! � pkpk + : : :+ pN :Dokaz:Kako je po pretpostavi k�1Xi=1 pi < � � kXi=1 pisledi da je 	(x; ��(x)) = kXi=1 pi; 	(x; ��(x)�) = k�1Xi=1 pi i	(x; ��(x))� 	(x; ��(x)�) = pk:
25



Koriste�i de�niiju za 	�(x; �) i Teoremu 3.3 dobijamo da va�zi tvrd�enje,osim za gornju graniu za ��(x). Ako opet iskoristimo gornju pretpostavku,imamo da je��(x) = 11� �  kXi=1 pi � �! � 11�Pk�1i=1 pi  kXi=1 pi � k�1Xi=1 pi! = pkPNi=k pi ;�ime je dokazano elo tvrd�enje. �:Posledia ovog tvrd�enja je da ako najve�i gubitak f(x; yN) ima verovatno�upN > 1� �, onda je u stvari ��(x) = ��(x) = f(x; yN).Da bismo pokazali da je CVaR koherentna mera rizika, de�ni�simo prvoslede�u funkiju:F�(x; �) = � + 11� �E [maxf0; f(x; y)� �g℄ (18)Pokaza�emo da je ��(x) = min� F�(x; �) = F�(x; ��(x)).Lema 3.1 [11℄. Neka je X slu�ajna promenljiva sa raspodelom FX(x) =PfX � xg. Neka za neko b 2 R va�zi FX(b) � � i FX(b�) = PfX < bg � �.Tada jeb + 11� �E [maxf0; X � bg℄ � a+ 11� �E [maxf0; X � ag℄ ;za svako a.Dokaz:1Æ slu�aj b � a. Tada imamoE [Xjb < X℄� E [Xja < X℄ = E [Xjb < X � a℄ �� a (FX(a)� FX(b)) � a (FX(a)� �)� b (FX(b)� �)Ako sada desnoj strani dodamo �a i �b i sredimo izraz, dobijamoslede�u nejednakost 26



b(1��)�b(1�FX (b))+E [Xjb < X℄ � a(1��)�a(1�FX(a))+E [Xja < X℄b(1� �) + E [X � bjb < X℄ � a(1� �) + E [X � aja < X℄b + 11� �E [X � bjb < X℄ � a+ 11� �E [X � aja < X℄2Æ slu�aj a � b. Tada jeE [Xja < X℄� E [Xjb � X℄ = E [Xja < X < b℄ �� a �FX(b�)� FX(a)� � b �FX(b�)� ��� a (FX(a)� �)Opet sredimo izraze i dobijamoa(1��)�a(1�FX (a))+E [Xja < X℄ � b(1��)�b(1�FX (b�))+E [Xjb � X℄a(1� �) + E [X � aja < X℄ � b(1� �) + E [X � bjb � X℄� b(1� FX(b�))b+ 11� � + E [X � bjb < X℄ � a+ 11� � + E [X � aja < X℄ �:Na osnovu ove leme va�zi da ako je FX(x) = � za neko x 2 [a; b), tada je[a; b℄ = argmin�a+ 11� �E [maxf0; X � ag℄ : a 2 R�U speijalnom slu�aju, imamo da je[��(x); �+� (x)℄ = argmin�F�(x; �);gde argmin�F�(x; �) predstavlja skup svih � 2 R za koje se dosti�zeminimum funkije F�(x; �).Teorema 3.5 [10℄. Funkija F�(x; �) data sa (18) je neprekidna po � iva�zi ��(x) = min� F�(x; �) (19)kao i [��(x); �+� (x)℄ = argmin�F�(x; �): (20)U svakom slu�aju va�zi da je��(x) 2 argmin�F�(x; �); ��(x) = F�(x; ��(x)):27



Dokaz:Za �ksirano x 2 S, funkija F�(x; �) je konveksna po � jer je [f(x; y)� �℄+konveksno po �. Kako smo pretpostavili da je E [jf(x; y)j℄ <1 za svakox 2 S, i funkija F�(x; �) uzima samo kona�ne vrednosti, a kako je ikonveksna po �, sledi da je i neprekidna (po �). Dalje, kako � za koje je	(x; �) = � le�zi unutar intervala [��(x); �+� (x)℄, tvrd�enje (20) je samospeijalan slu�aj Leme 3.1. Ostaje jo�s da poka�zemo da je ��(x) zaistaminimalna vrednost funkije F�(x; �). Naime, kako je funkija F�(x; �)konveksna i uzima samo kona�ne vrednosti, sledi da ima kona�ni levi i desniizvod za svako �. Znamo da jeF�(x; �0)� F�(x; �)�0 � � = 1 + 11� �E � [f(x; y)� �0℄+ � [f(x; y)� �℄+�0 � � �1Æ slu�aj �0 > �. Tada[f(x; y)� �0℄+ � [f(x; y)� �℄+�0 � � = 8<: �1; ako f(x; y) � �00; ako f(x; y) � �q 2 (0; 1); ako � < f(x; y) < �0Kako je Pfyjf(x; y) > �0g = 1�	(x; �0) i Pfyj� < f(x; y) < �0g =	(x; �0)� 	(x; �), pri �emu 	(x; �0)! 	(x; �) kad �0 ! �,dobijamo da jelim�0!�E � [f(x; y)� �0℄+ � [f(x; y)� �℄+�0 � � � = 	(x; �)� 1:Odavde imamo da jelim�0!� F�(x; �0)� F�(x; �)�0 � � = 1 + 11� � (	(x; �)� 1) = 	(x; �)� �1� � :2Æ slu�aj �0 < �. Tada[f(x; y)� �0℄+ � [f(x; y)� �℄+�0 � � = 8<: �1; ako f(x; y) � �0; ako f(x; y) � �0q 2 (0; 1); ako �0 < f(x; y) < �28



Sli�no, imamo da je Pfyjf(x; y) � �g = 1� 	(x; ��) iPfyj�0 < f(x; y) < �g = 	(x; ��)�	(x; �0), pri �emu	(x; �0)! 	(x; ��) kad �0 ! �, pa sledilim�0!�E � [f(x; y)� �0℄+ � [f(x; y)� �℄+�0 � � � = 	(x; ��)� 1:Sada jelim�0!� F�(x; �0)� F�(x; �)�0 � � = 1 + 11� � (	(x; ��)� 1) = 	(x; ��)� �1� � :Zna�i iz 1Æ i 2Æ smo dobili da je�+F��� (x; �) = 	(x; ��(x))� �1� � ; ��F��� (x; �) = 	(x; ��(x)�)� �1� � (21)Kako je funkija F� konveksna, ovi jednostrani izvodi su neopadaju�i po � iimamo da je lim�!1 �+F��� (x; �) = ��F��� (x; �) = 1;kao i lim�!�1 �+F��� (x; �) = ��F��� (x; �) = � �1� � :Na osnovu ovih grani�nih vrednosti znamo da je nivo skup za F�(x; �)ograni�en, pa je minimum (19) dostignut. Kako smo pokazali da va�zi i (20),odatle sledi da je ��(x) = F�(x; ��(x)), �ime je u potpunosti dokazanotvrd�enje. �:Teorema 3.6 (Konveksnost CVaR-a ) [10℄. Ako je funkija f(x; y)konveksna u odnosu na x, tada je i ��(x) takod�e konveksna. U tom slu�ajuje F�(x; �) konveksna u odnosu na obe promenljive.Isto tako, ako je f(x; y) sublinearna u odnosu na x, tada je i ��(x)sublinearna (u odnosu na x), a F�(x; �) je sublinearna po obe promenljive.Dokaz: 29



Kako je [f(x; y)� �℄+ konveksna i po � i po x, kad je f(x; y) konveksna pox, sledi da je i F�(x; �) de�nisana sa (18) konveksana po obe promenljive.A kako je ��(x) = min� F�(x; �), sledi da je i ��(x) konveksna.Analogno, ako je f(x; y) sublinearna po x, znamo da va�zif(�x; y) = �f(x; y), � > 0, pa imamo da jeF�(�x; ��) = �� + 11� �E �[f(�x; y)� ��℄+� =��+ 11� �E �[�f(x; y)� ��℄+� =��+ �1� �E �[f(x; y)� �℄+� = �F�(x; �);to jest F�(x; �) je pozitivno homogena po obe promenljive. Sad izkonveksnosti i pozitivne homogenosti funkije F�(x; �) sledi i njenasublinearnost po (x; �), a odatle i sublinearnost ��(x). �:Teorema 3.7 (Koherentnost CVaR-a ) [10℄. �-CVaR je koherentnamera rizika u u�zem smislu.Dokaz:(R1) Ako je f(x; y) � C, tada je i (prema de�niijama) ��(x) = C i	(x; ��(x)) = 1, pa je po Teoremi 3.3�� = ��(x) = C:(R2) Sledi na osnovu prethodne teoreme.(R3) Ako je f(x; y) � f(x0; y), tada je i F�(x; �) � F�(x0; �), pa je samimtim i ��(x) � ��(x0).(R4) Neka je ��(xk) � 0 i neka kf(xk; y)� f(x; y)k2! 0. Tada je pode�niiji norme, limk!1E[f(xk; y)� f(x; y)℄ = 0;limk!1(E[f(xk; y)℄� E[f(x; y)℄) = 0;30



odnosno, limk!1E[f(xk; y)℄ = E[f(x; y)℄:Tada i limk!1 F�(xk; �) = F�(x; �) � 0, pa je i ��(x) � 0.(R5) Pokazano u prethodnoj teoremi.Kako va�ze osobine (R1)-(R5), sledi da je ��CVaR koherentna mera rizika.�:Teorema 3.8 (Stabilnost CVaR-a ) [10℄. Funkija ��(x) data sa��(x) = min� F�(x; �) = F�(x; ��(x)) je neprekidna (neprekidno zavisi) uodnosu na izbor � 2 (0; 1) i ima levi i desni izvod date sa�������(x) = 1(1� �)2E �[f(x; y)� ��(x)℄+� ;�+��+��(x) = 1(1� �)2E �[f(x; y)� �+� (x)℄+� :Dokaz:Fiksirajmo x i za svako � 2 R posmatrajmo funkiju'�(z) = � + zE �[f(x; y)� �℄+� ; z 2 R (22)Neka je '(z) = min�2R '�(z). Tada je na osnovu Teoreme 3.5��(x) = '( 11� � ); (23)a minimum u (22) se dosti�ze za � 2 [��(x); �+� (x)℄. Kako je funkija '(z)konkavna i uzima samo kona�ne vrednosti, to je i neprekidna na R i imalevi i desni izvod u svakoj ta�ki. Kako su funkije '�(z) linearne po z, desniizvod je u stvari najmanji nagib funkije '�(z) za koji se dosti�ze minimum,dok je levi izvod najve�i nagib. Nagib ove funkije je E [[f(x; y)� �℄+℄ i onje opadaju�i po �. Zbog toga, za z = 11�� , najve�i nagib dobijamouzimaju�i � = ��(x), a najmanji kad je � = �+� (x), to jest levi i desni izvodod ' su dati sa E [[f(x; y)� ��(x)℄+℄ i E �[f(x; y)� �+� (x)℄+� respektivno.Uzimaju�i da je z = 11�� , to jest koriste�i (23), i primenjuju�i pravilo izvodaza slo�zenu funkiju (��(x) je kompoziija ' i � 7! 11�� ) dobijamo tvrd�enje.�:31



4 OVO problemPretpostavimo da postoji kona�no mnogo senarija yi 2 Y i neka jefi(x) = f(x; yi), i = 1; : : : ; N .De�niija 4.1 (p-OVO) Neka je dato N neprekidnih funkija fide�nisanih na S � Rn , i = 1; : : : ; N i eo broj p 2 f1; : : : ; Ng.p-Order-Value (OVO) fukija Fp(x) je data saFp(x) := fip(x)(x) (24)za svako x 2 S, gde je fi1(x); : : : ; iN(x)g = f1; : : : ; Ng i va�zifi1(x)(x) � fi2(x)(x) � : : : � fip(x)(x) � : : : � fiN (x)(x):Funkija Fp(x) je dobro de�nisana iako skup indikatora fi1(x); : : : ; iN (x)gnije jednozna�no odred�en. Ako je p = 1, tada jeF1(x) = minff1(x); : : : ; fN(x)g, a kada je p = N , onda jeFN(x) = maxff1(x); : : : ; fN(x)g. OVO problem se sastoji od minimizaijeOrder-Value funkije Fp(x) minFp(x) (25)s:t: x 2 SU na�sem slu�aju, zbog toga �sto fi(x) predstavlja kreditni gubitak portfoliax (generalno, odluke x) u slu�aju ishoda i, vrednost Fp(x) je u stvari��VaR za nivo poverenja � = pN . De�ni�simo novu funkijuSp(x) = NXj=N�p+1 fij(x)(x)Za svako x 2 S vrednost Np Sp(x) predstavlja ��CVaR za � = N�pN .Problem minSp(x) (26)s:t: x 2 Sse naziva High-Order-Value Optimization (HOVO) problem. OptimizaijaVaR-a i CVaR-a OVO metodom predstavlja jednu od njegovih najva�znijihprimena. Poka�zimo da je OVO funkija neprekidna.32



Pretpostavi�emo nadalje da je skup vektora odluka S zatvoren i konveksani da funkije fj(x); j = 1; : : : ; N imaju neprekidne parijalne izvode uotvorenom skupu koji sadr�zi S. Neka je rfj(x) gradijent funkije fj(x). Zasve x; z 2 S i j = 1; : : : ; N pretpostavljamo da va�zikrfj(x)k1 � C;krfj(z)�rfj(x)k1 � Lkz � xk1:Kao posledia toga za sve x; z 2 S i j = 1; : : : ; N va�zi ijfj(z)� fj(x)j � Ckz � xk1; (27)fj(z) � fj(x) +rfj(x)T (z � x) + L2 kz � xk21: (28)De�niija 4.2 Za dato " > 0 i x 2 S de�ni�semoI"(x) = fj 2 f1; : : : ; NgjFp(x)� " � fj(x) � Fp(x) + "gTeorema 4.1 [13℄. OVO funkija Fp(x) je neprekidna.Dokaz:Pretpostavimo da niz xk ! x kad k !1 i da postoji podniz za koji va�zida za svako k postoji Æ > 0 tako da jejFp(xk)� Fp(x)j � Æ > 0: (29)Za taj podniz postoji indeks j 2 f1; : : : ; Ng tako da jeFp(xk) = fj(xk)beskona�no mnogo puta. Zbog toga za najmanje p indeksa l 2 f1; : : : ; Ngva�zi da je fj(xk) � fl(xk):Takod�e, za najmanje N � p+ 1 indeks l 2 f1; : : : ; Ng va�zifj(xk) � fl(xk):Po�sto je broj podskupova od f1; : : : ; Ng kona�an, skup indeksa l kojizadovoljavaju prvu nejednakost se ponavlja beskona�no mnogo puta, kao i33



skup indeksa koji zadovoljavaju drugu nejednakost. Kada pustimo dak !1, dobijamo fj(x) � fl(x)za najmanje p indeksa iz f1; : : : ; Ng, kao ifj(x) � fl(x)za najmanje N � p+ 1 indeks iz f1; : : : ; Ng. Zbog toga jeFp(x) = fj(x):Ali po�sto su funkije fj(x) neprekidne pa va�zi fj(xk)! fj(x), k !1,dolazimo u kontradikiju sa (29). Zna�i, Fp(x) je neprekidna. �:Pre nego �sto predstavimo glavni algoritam, de�ni�simo potrebne usloveoptimalnosti.De�niija 4.3 Za x 2 S ka�zemo da je "� optimalna ta�ka ako va�zi da jeD � fd 2 Rn jx+ d 2 S i rfj(x)Td < 0 8j 2 I"(x)g = ;:Teorema 4.2 [13℄. Ako je x� 2 S re�senje problema (25) i " � 0, tada je x�"� optimalna ta�ka.Dokaz:Pretpostavimo suprotno, da skup D nije prazan. Tada postoji d 2 Rn i > 0 tako da je x� + d 2 S ifj(x� + d) < fj(x�) za  2 (0; ℄ i j 2 I"(x�) (30)Zan�i, za sve j 2 f1; : : : ; Ng za koje je fj(x�) = Fp(x�) imamo da j 2 I"(x)i da va�zi (30). De�ni�simo sada"1 = minfj(x�)<Fp(x�)ff(x� � fj(x�)g;"2 = minFp(x�)<fj(x�)ffj(x� � Fp(x�)gi neka je � �  takvo da za sve j 2 f1; : : : ; Ng i  2 (0; �℄ va�zijfj(x� + d)� fj(x�)j < minf"1; "2g234



Zbog toga, za sve  2 (0; �℄ indeks j za koji jeFp(x� + d) = fj(x� + d)je onaj indeks j za koji je Fp(x�) = fj(x�), odnosno j 2 I0(x�) � I"(x�).Ali, prema (30) imamo da jefj(x� + d) < fj(x�)za sve  2 (0; �), pa sledi da x� nije lokalni minimum, �sto je u kontradikijisa pretpostavkom teoreme. Dakle, x� jeste "� optimalna ta�ka. �:U nastavku �emo dati algoritam za pronala�zenje lokalnog minimuma.Algoritam pronalazi opadaju�i niz vrednosti funkije koriste�i pravapretra�zivanja koji se dobija re�savanjem potproblema konveksnogprogramiranja.Lokalni algoritamNeka je x0 2 S proizvoljni po�etni vektor i postavimo � 2 (0; 1), � > 0," > 0, 0 < �min < �max < 1, � 2 (0; 1℄. Za dato xk 2 S korai za k�tuiteraiju su� Korak 1 De�ni�simoMk(d) = maxj2I"(xk)rfj(xk)Tdposmatrajmo potproblem minMk(d) (31)s:t: xk + d 2 S; kdk1 � �Neka je dk re�senje problema (31) i neka je dk takvo da je xk + dk 2 S,kdkk1 � � i Mk(dk) � �Mk(dk) (32)Ako je Mk(dk) = 0, STOP.� Korak 2 Postavi   1. Ako jeFp(xk + dk) � Fp(xk) + �Mk(dk) (33)postavi k = , xk+1 = xk + kdk i zavr�si iteraiju. Ina�e, izaberinew 2 [�min; �max℄, postavi   new i ponovi test (33).35



�:U nastavku �emo pokazati konvergeniju algoritma. Doka�zimo prvopomo�nu lemu.Lema 4.1 [13℄. Neka su a1; : : : ; ar realni brojevi takvi da jea1 � a2 � : : : � aq � : : : � ar:Pretpostavimo dalje da je � > 0 i b1; : : : br 2 R su takvi da jebj � aj � �; j = 1; : : : ; ri bi1 � bi2 � : : : � biq � : : : � bir :Tada je biq � aq � �:Dokaz:Znamo da je biq � aiq � �, kao ibiq � biq+1 � aiq+1 � �; : : : ; biq � bir � air � �:Zato je biq � minfaiq ; : : : ; airg � �:Ali, po�sto je a1 � : : : � aq � : : : � ar, imamo da jeminfaiq ; : : : ; airg � aq:Zato imamo da je biq � aq � �;�sto je i trebalo pokazati. �:Teorema 4.3 [13℄. Neka je xk 2 S dobijen u k�toj iteraiji Lokalnogalgoritma. Tada1) Algoritam se zaustavlja u xk ako i samo ako je xk "�optimalna t�ka.36



2) Ako se algoritam ne zaustavi u xk, onda je slede�a iteraija dobrode�nisana i k � minf2�min�k(1� �)L�2 ; "�min3C� g; (34)gde je �k = � maxj2I"(xk)frfj(xk)Tdkg > 0:Dokaz:1) )) Pretpostavimo da se algoritam zaustavi u xk. Tada jeMk(dk) = 0, kao i, na osnovu (33), Mk(dk) = 0. Zna�i, Mk(d) � 0 zasve d 2 D za koje je kdk1 � �. Prema tome, Mk(d) � 0 za sve d 2 D .Odavde sledi da je xk "�optimalna ta�ka.() Neka je xk "�optimalna ta�ka. Tada moramo imati da jeMk(dk) = 0, pa je i Mk(d) = 0 i algoritam se zaustavlja u xk.2) Ako se algoritam ne zaustavi u xk, tada je Mk(dk) < 0: Zato je��k = maxj2I"(xk)frfj(xk)Tdkg < 0:Pretpostavimo prvo da je 2 [0; 2�k(1� �)L�2 ℄:Tada je L�22 � �k(1� �);pa imamo da jeL�22 � (� � 1)rfj(xk)Tdk za j 2 I"(xk);odnosno, L�22 +rfj(xk)Tdk � �rfj(xk)Tdk za j 2 I"(xk):Ako pomno�zimo prethodni izraz sa  i iskoristimo da je kdkk1 � �,dobijamo2Lkdkk212 + rfj(xk)Tdk � �rfj(xk)Tdk za j 2 I"(xk)37



Dodamo fj(xk) na obe strane,fj(xk)+rfj(xk)T (dk)+L2 kdkk21 � fj(xk)+�rfj(xk)Tdk za j 2 I"(xk)i iskoristimo (28) i dobijamofj(xk + dk) � fj(xk) + �rfj(xk)Tdk za j 2 I"(xk):Zna�i, pokazali smo da za  2 [0; 2�k(1��)L�2 ℄ va�zi da jefj(xk + dk) � fj(xk) + �Mk(dk) za j 2 I"(xk): (35)Uzmimo sada da je  2 [0; "3C� ℄. Tada imamoC� � "3 ;Ckdkk1 � "3pa na osnovu (27) imamo da jejfj(xk + dk)� fj(xk)j � "3 za j 2 f1; : : : ; Ng: (36)Tada je za sve indekse l = 1; : : : ; pfil(xk)(xk + dk) � fil(xk)(xk) + "3 � Fp(xk) + "3i za sve indekse l = p; : : : ; N jefil(xk)(xk + dk) � fil(xk)(xk)� "3 � Fp(xk)� "3 :Zna�i da je najmanje p elemenata skupaff1(xk + dk); : : : ; fN(x� k + dk)g manje ili jednako od Fp(xk) + "3 ,kao i da je najmanje N � p+ 1 element tog skupa ve�i ili jednak odFp(xk)� "3 : Zato imamoFp(xk + dk) = fip(xk)(xk + dk) 2 [Fp(xk)� "3 ; Fp(xk) + "3℄ (37)38



Pretpostavimo da j =2 I"(xk): Pod tom pretpostavkom ili jefj(xk) < Fp(xk)� ", ili je fj(xk) > Fp(xk) + ". U prvom slu�aju je, naosnovu (36), fj(xk + dk) < Fp(xk)� 2"3 ;pa koriste�i (37), imamofj(xk + dk) < Fp(xk + dk):Sli�no, ako je fj(xk) > Fp(xk) + ", tadafj(xk + dk) > Fp(xk + dk):Zato je za neko j 2 I"(xk)Fp(xk + dk) = fj(xk + dk):Ozna�imo I"(xk) = fj1; : : : ; jsg = fj 01; : : : ; j 0sgpri �emu je fj1(xk) � : : : � fjs(xk)i fj01(xk + dk) � : : : � fj0s(xk + dk):Jasno, med�u ovim indeksima postoji q 2 f1; : : : ; sg takvo da jeip(xk) = jq:Oni indeksi j =2 I"(xk) za koje je fj(xk) < Fp(xk) su isti oni indeksij =2 I"(xk) za koje je fj(xk + dk) < Fp(xk), �sta vi�se, indeksij =2 I"(xk) za koje je fj(xk) > Fp(xk) su isti oni za koje jefj(xk + dk) > Fp(xk): Tada je iip(xk + dk) = j 0q:Sada iz (35) i Leme 4.1 imamo da za 2 [0;minf2�k(1� �)L�2 ; "3C�g℄ (38)39



va�zi fj0q(xk + dk) � fjq(xk) + �Mk(dk):Onda je i fip(xk+dk)(xk + dk) � fip(xk)(xk) + �Mk(dk);pa je Fp(xk + dk) � Fp(xk) + �Mk(dk):Zbog toga, kada va�zi (38), test (33) mora biti zadovoljen, iz �ega sledida vrednosti  koje ne zadovoljavaju test (33) ne mogu biti manje odminf2�k(1��)L�2 ; "3C�g, pa prema tome da bi du�zina koraka  bilaprihiva�ena, mora da va�zik � minf2�min�k(1� �)L�2 ; "�min3C� g�ime je dokazano tvrd�enje. �:Lema 4.2 [13℄. Ako je fxkg niz generisan Lokalnim aloritmom, tada jeili limk!1Fp(xk) = �1 (39)ili limk!1Mk(dk) = 0: (40)Dokaz:Pretpostavimo da ne va�zi (39). Tada je na osnovu (33)limk!1 kMk(dk) = 0;pa na osnovu Teoreme 4.3, odavde sledi da va�zi (40). �:Teorema 4.4 [13℄. Neka je x� 2 S grania niza generisana Lokalnimalgoritmom. Tada je x� "�optimalna ta�ka.40



Dokaz:Po�sto je Fp(xk+1) � Fp(xk) za k = 0; 1; 2; : : : i x� je grania niza fxkg, tadaFp(xk)! Fp(x�), pa na osnovu Leme 4.2 va�zi da je limk!1Mk(dk) = 0:Neka je K beskona�ni niz indeksa za koji jelimk2K xk = x�i pretpostavimo da x� nije "�optimalna ta�ka. Tada postoji � > 0 i d 2 Rntako da je x� + d 2 S irfj(x�)Td � ��; za j 2 I"(x�): (41)Bez umanjenja op�stosti, mo�zemo smatrati da je kdk1 � �2 : De�ni�semod̂k = d+ x� � xkpa za dovoljno veliko k 2 K imamo da je kd̂kk1 � �, xk + d̂k 2 S ilimk2K d̂k = d. Kako na osnovu (40) imamo da je limk!1Mk(dk) = 0, tadaje lim infk!1Mk(d̂k) � 0: Za sve k 2 K postoji indeks j 2 I"(xk) takav daje rfj(xk)T d̂k = Mk(d̂k). Kako je skup indeksa I"(xk) kona�an, postojiindeks j za koji ova jednakost va�zi beskona�no mnogo puta. Zbog toga, zatakvo j je lim infk2K rfj(xk)T d̂k = 0:Uzimaju�i grani�nu vrednost, imamorfj(x�)Td = 0 (42)Ali, po�sto je j 2 I"(xk), za beskona�no mnogo indeksa jeFp(xk)� " � fj(xk) � Fp(xk) + ";i kad pustimo k !1, imamoFp(x�)� " � fj(x�) � Fp(x�) + ";odnosno j 2 I"(x�). Zbog toga je rfj(x�)Td = 0 u kontradikiji sa (41).�:41



4.1 LOVO problemSli�no HOVO problemu, posmatrajmo slede�i LOVO (Low Order ValueOptimization) problem min Sp(x) = pXj=1 fij(x)(x) (43)s:t: x 2 SU nastavku �emo pokazati kako HOVO problem mo�zemo predstaviti kaoLOVO i upotrebiti LOVO algoritam za pronala�zenje portfolia saminimalnim ��CVaR-om. Neka je m broj podskupova skupa f1; : : : ; Ngkardinalnosti p, to jest m = N !p!(N�p)! i ozan�imo te podskupove saP1; : : : ;Pm. Za svako x 2 S i i = 1; : : : ; m de�ni�semo funkijufmin(x) = minff 1(x); : : : ; fm(x)g (44)gde je f i(x) =Xj2Pi fj(x); i = 1; : : : ; m:Mo�ze se videti da je fmin(x) = Sp(x) i da je problem minimizaije ovefunkije speijalan slu�aj problema (43) za p = 1 i fi(x) = f i(x),i = 1; : : : ; N . Odgovaraju�a HOVO funkija bi bilaSp(x) = fmax(x) = maxff 1; : : : ; fmg. Za razliku od HOVO i OVO, LOVOnije primenljiv u oeni rizika jer kada fj(x) predstavljaju predvid�enigubitak usled odluke x, LOVO funkija odbauje ve�e gubitke, ali neodbauje one manje. Zato bi odluke dobijene LOVO metodom uvek bileoptimisti�ne i rizi�ne. Med�utim, ako de�ni�semo funkijugj(x) = �fj(x); 8x 2 S; j = 1; : : : ; Ntada gmin(x) jeste LOVO funkija, a re�senje problemamin �gmin(x)s:t: x 2 Sje ekvivalentno re�senju HOVO problema (26).42



4.1.1 Uslovi optimalnosti za LOVOSli�no I"(x), za svako x 2 S de�ni�semo slede�i skup indeksaImin(x) = fi 2 f1; : : : ; mgjf i(x) = fmin(x)g (45)Lema 4.3 [17℄. Neka je U � S i x� 2 U . Ako je x� globalni minimumfunkije fmin(x), x 2 U , tada je x� i globalni minimu funkije f i(x), x 2 U ,za svako i 2 Imin(x�).Dokaz:Neka je x� globalni minimum funkije fmin(x) i pretpostavimo da za nekoi 2 Imin(x�) ne va�zi da je x� minimum za f i(x). Tada postoji neko z 2 Utako da je f i(z) < f i(x�). Sada, prema de�niiji fmin(x) i Imin(x), imamoda je fmin(z) � f i(z) < f i(x�) = fmin(x�);pa sledi da x� nije globalni minimum od fmin(x), x 2 U . �:Teorema 4.5 [17℄.a) Ako je x� 2 S lokalni minimum za fmin(x), x 2 S, tada i je za svei 2 Imin(x�) ta�ka x� lokalni minimum od f i(x), x 2 S.b) Ako je x� 2 S lokalni minimum za f i(x), x 2 S, za sve i 2 Imin(x�) iako je f i(x) neprekidna u x� za sve i =2 Imin(x�), tada je x� lokalniminimum i za fmin(x), x 2 S.Dokaz:a) Uzmimo " > 0 takvo da je x� minimum za fmin(x) za sve x iz skupaU = fx 2 Sj kx� x�k � "gTada je, na osnovu Leme 4.3, x� minimum od f i(x) za x 2 U ii 2 Imin(x�), to jest x� je lokalni minimum za f i(x).43



b) Uzmimo ponovo " > 0 takvo da jef i(x�) > fmin(x�) + "; za i =2 Imin(x�):Kako je f i(x) neprekidna, za sve i =2 Imin(x�) postoji neko Æ1 > 0,tako da za sve x za koje je kx� x�k � Æ1 va�zif i(x) � fmin(x�) (za i =2 Imin(x�)): (46)Takod�e, na osnovu pretpostavke teoreme, postoji Æ2 > 0, tako da zasve i 2 Imin(x�) i sve x za koje je kx� x�k � Æ2, va�zif i(x) � f i(x�) = fmin(x�): (47)Neka je Æ = minfÆ1; Æ2g. Tada na osnovu (46) i (47), imamo da je zai = 1; : : : ; m i sve x 2 S za koje je kx� x�k � Æ,f i(x) � fmin(x�);pa je i fmin(x) � fmin(x�):Sledi, x� je lokalni minimum za fmin(x). �:Posledia ove teoreme jeste da ako je x� lokalni minimum za fmin(x) i akosu f i(x) diferenijabilne na skupu koji sadr�zi S, tada x�, za svei 2 Imin(x�), zadovoljava potrebne uslove optimalnosti za problemmin f i(x) s:t: x 2 S: (48)Na osnovu toga, uvedimo slede�u de�niiju.De�niija 4.41) Ka�zemo da je x� 2 S jako kriti�na ta�ka ako x�, za svei 2 Imin(x�), zadovoljava potrebne uslove optimalnosti vezane zaproblem (48).2) Ka�zemo da je x� 2 S slabo kriti�na ta�ka ako postoji i 2 Imin(x�)takvo da x� zadovoljava potrebne uslove optimalnosti vezane zaproblem (48). 44



4.1.2 LOVO Algoritam za problem bez ograni�enja ikonvergenija ka slabo kriti�nim ta�kamaU ovom delu de�nisa�emo LOVO algoritam za problem (44) uzimaju�i daje S = Rn , to jest za problem bez ograni�enja i pokazati njegovukonvergeniju ka slabo kriti�nim ta�kama. Pretpostavi�emo da sufunkije f i(x) neprekidno diferenijabilne na elom Rn i za neko i 2 Imin(x)"de�nisa�emo": rfmin(x) := rf i(x):Iako ovakva strategija u ve�ini problema neglatke optimizaije mo�zerezultovati udaljavanju od re�senja, pokaza�emo da kod LOVO problema tonije slu�aj i da algoritam konvergira ka slabo kriti�nim ta�kama.Algoritam 1Neka su � 2 (0; 1),  2 (0; 1), M > 1, � > 0, tstart > 0 algoritamskiparametri i x0 2 Rn po�etna aproksimaija. Za dato xk 2 Rn , korai zak�tu iteraiju su� Korak 1 Izaberi �(k) 2 Imin(xk). Ako je krf �(k)(xk)k = 0, STOP� Korak 2 Izra�unaj dk 2 Rn tako da jerf �(k)(xk)Tdk � ��kdkkkrf �(k)(xk)k i kdkk � �krf �(k)(xk)k(49)� Korak 3 Izra�unaj tk > 0, xk+1 2 Rn tako da jefmin(xk+1) � fmin(xk) + tkrf �(k)(xk)Tdk (50)i tk � tstart ili fmin(xk + tkdk) > fmin(xk) + tkrf �(k)(xk)Tdk (51)za tk �Mtk �:Jedna od mogu�ih implementaija za (50) i (51) je bektreking(baktraking). U tom slu�aju tk se bira kao prvi broj niza f1; 2�1; 2�2; : : :gkoji zadovoljava (50) i xk+1 = xk + tkdk, tstart = 1 i M = 2.U nastavku �emo pokazati da je Algoritam 1 dobro de�nisan i da sezaustavlja u xk samo ako je xk slabo kriti�na ta�ka, kao i da je grani�navrednost niza generisanog Algoritmom 1 slabo kriti�na ta�ka.45



Teorema 4.6 [17℄. Algoritam 1 je dobro de�nisan i zaustavlja se u xksamo ako je xk slabo kriti�na ta�ka.Dokaz:Neka je i = �(k) i pretpostavimo da xk nije slabo kriti�na ta�ka, to jestrf i(xk) 6= 0. Po�sto je f i(x) diferenijabilna, imamo da jelimt!0 f i(xk + tdk)� f i(xk)t = rf i(xk)Tdk�sto je manje od 0, na osnovu (49). Dalje jelimt!0 f i(xk + tdk)� f i(xk)trf i(xk)Tdk = 1:Kako je  < 1, za dovoljno malo t imamo da jef i(xk + tdk)� f i(xk)trf i(xk)Tdk � :A kako je rf i(xk)Tdk < 0, dobijamof i(xk + tdk) � f i(xk) + trf i(xk)Tdk:Sad, po�sto je fmin(xk + tdk) � f i(xk + tdk) i fmin(xk) = f i(xk), sledifmin(xk + tdk) � fmin(xk) + trf i(xk)Tdkza dovoljno malo t. Biraju�i za t prvi broj niza ftstart; tstartM ; tstartM2 ; : : :g kojizadovoljava poslednju nejednakost, uslovi (50) i (51) va�ze. Zna�i, ukoliko xknije slabo kriti�na ta�ka, mo�ze se prona�i slede�a za koju su zadovoljeni(50)-(51), to jest algoritam je dobro de�nisan. �:Teorema 4.7 [17℄. Ako je x� grania niza generisanog Algoritmom 1,onda je x� slabo kriti�na. �Sta vi�se, ako je limk2K xk = x�, gde je u Koraku1 algoritma isti indeks i = �(k) izabran za beskon�no mnogo k 2 K, ondai 2 Imin(x�) i rf i(x�) = 0. Kona�no, va�zilimk2K krf �(k)(xk)k = 0:46



Dokaz:Neka je x� 2 Rn grania niza generisanog Algoritmom 1 i neka jeK = fk0; k1; k2; : : :g beskona�an niz indeksa takav da postoji i 2 f1; : : : ; mgtako da je i = �(k) za sve k 2 K i limk2K xk = x�. Niz K i indeks i postojezato �sto je f1; : : : ; mg kona�an. Po�sto je f i(x) neprekidna, va�zilimk2K f i(xk) = f i(x�): (52)Kako je i = �(k) 2 Imin(xk), znamo da je za sve k 2 Kf i(xk) � f l(xk); za sve l 2 f1; : : : ; mg:Ako sa obe strane nejednakosti pustimo k 2 K, dobijamo da jef i(x�) � f l(x�); za sve l 2 f1; : : : ; mg;pa sledi da i 2 Imin(x�).Prema de�niiji algoritma, znamo da je kj+1 � kj + 1, pa je zato, za svej 2 N f i(xkj+1) = fmin(xkj+1) � fmin(xkj+1) �� fmin(xkj ) + tkjrf i(xkj )Tdkj << fmin(xkj ) = f i(xkj ): (53)Kako je, po de�niiji algoritma, ispunjeno (50) i va�zi (52) i (53), imamo daje limj!1 tkjrf i(xkj)Tdkj = 0:Ako iskoristimo (49), dobijamolimj!1 tkjkrf i(xkj )kkdkjk = 0: (54)Ako je za neki podskup indeksa K1 � K, limk2K1rf i(xk) = 0, tada je irf i(x�) = 0 i tvrd�enje va�zi. Razmotrimo slu�aj kada krf i(xk)k ne te�zi nulikad k prolazi kroz K: Tada je limk2K tkkdkk = 0: (55)47



1Æ Pretpostavimo da za neki podniz kdkk ! 0. Tada i rf i(xk)! 0, naosnovu (49, pa i rf i(x�)! 0.2Æ Ostaje nam slu�aj limk2K tk = 0. Mo�zemo smatrati, bez umanjenjaop�stosti, da je tk < tstart za sve k 2 K. Tada, za sve k 2 K, postojitk > 0 tako da jef i(xk + tkdk) � fmin(xk + tkdk) > fmin(xk) + tkrf i(xk)Tdk = (56)= fi(xk) + tkrf i(xk)Tdk:�Sta vi�se, na osnovu (51) i (55), imamo da jelimk2K tkkdkk = 0:Ozna�imo sk = tkdk. Tada je na osnovu gornje jednakostilimk2K kskk = 0: (57)Sada na osnovu (56) i Teoreme srednje vrednosti, postoji � 2 [0; 1℄tako da jerf i(xk + �sk)T sk = f i(xk + sk)� f i(xk) > rf i(xk + sk)T sk: (58)Takod�e je, ako iskoristimo (49), za sve k 2 Krf i(xk)T skkskk � ��krf i(xk)k: (59)Neka je K2 � K takav da je limk2K2 sk=kskk = s, s 2 Rn . Kako jelimk2K kskk = 0, ako podelimo obe strane nejednakosti (58) sa kskk ipustimo k kroz K2, dobijamorf i(x�)T s � rf i(x�)T s:Po�sto je  < 1 i rf i(xk)Tdk < 0 za sve k, sledi da je rf i(x�)Ts = 0.Sada uzmemo grani�nu vrednost u (59) i dobijamorf i(x�) = 0:A po�sto i 2 Imin(x�), sledi da je x� slabo kriti�na ta�ka.48



Ostaje jo�s da poka�zemo limk2K krf �(k)(xk)k = 0: Ako ova jednakostnije ta�na, to zna�i da za neko j i beskona�an skup indeksa k 2 K,j = �(k) i j 2 Imin(x�), ali krf j(x�)k 6= 0, �sto je u kontradikiji saprethodnim delom dokaza. �:Mo�ze se pokazati lokalna superlinearna konvergenija Algoritma 1. Videti[17℄.4.1.3 LOVO Algoritam za problem bez ograni�enja ikonvergenija ka jako kriti�nim ta�kamaAlgoritam 2Neka su � 2 (0; 1),  2 (0; 1), M > 1, � > 0, tstart > 0, " > 0, Æ > 0algoritamski parametri i x0 2 Rn po�etna aproksimaija. Za dato xk 2 Rn ,korai za k�tu iteraiju suKorak 1 Ako je krf i(xk)k = 0 za sve i 2 Imin(xk), STOP.Ako je krf i(xk)k > Æ za sve i 2 Imin(xk), izaberi i 2 Imin(xk) ide�ni�si Jk = fig. Ina�e, de�ni�siJk = fj 2 f1; : : : ; mgjf j(xk) � fmin(xk) + " i rf i(xk) 6= 0g:Korak 2 Za sve j 2 Jk izra�unaj dik 2 Rn tako da jerf i(xk)Tdik � ��kdikkkrf i(xk)k i kdikk � �krf i(xk)k: (60)Korak 3 Za sve j 2 Jk izra�unaj tik > 0 tako da jef i(xk + tikdik) � f i(xk) + tikrf i(xk)Tdik (61)i tik � tstart ilif i(xk + tikdik) > f i(xk) + tikrf i(xk)Tdik za tik �Mtik (62)Korak 4 Izra�unaj xk+1 2 Rn tako da jefmin(xk+1) � mini2Jkff i(xk + tikdik)g: (63)�:49



4.1.4 LOVO algoritam za problem sa ograni�enjimaSada �emo predstaviti LOVO algoritam za problem kad dopustiv skup Snije eo Rn . Pretpostavljamo da je S opisan skupom jedna�ina inejedna�ina. De�nisa�emo Algoritam pro�sirenih Lagran�zovih mno�zitelja zare�savanje LOVO problema sa ograni�enjima. De�ni�simo prvo Algoritampro�sirenih Lagran�zovih mno�zitelja.Algoritam pro�sirenih Lagran�zovih mno�zitelja za problem glatkeoptimizaijePosmatramo problem min f(x)s:t: h(x) = 0;g(x) � 0: (64)gde f : Rn ! R, h : Rn ! Rnh , g : Rn ! Rng i f; h; g su neprekidnodiferenijabilne.Za sve x 2 Rn , � 2 R++ , � 2 Rnh i � 2 Rng+ de�ni�semo pro�sireniLagran�zijanL(x; �; �; �) = f(x) + �2�h(x) + ��2 + �g(x) + ���+2� (65)Algoritam 3Neka je x0 2 Rn proizvoljna po�etna ta�ka i neka su � 2 [0; 1),  > 1,�1 < �min < �max <1, 0 � �max <1, �1 2 R++ , [�1℄j 2 [�min; �max℄ zaj = 1; : : : ; nh, [�1℄j 2 [0; �max℄ za j = 1; : : : ; ng i "1 > 0 algoritamskiparametri.� Korak 1 IniijalizaijaPostavi k  1. Za j = 1; : : : ; ng izra�unaj[�0℄j = maxfgj(x0); 0g� Korak 2 Re�savanje problema 50



Izra�unaj xk 2 S tako da jekrL(xk; �k; �k; �k)k1 � "k� Korak 3 Oena parametaraZa j = 1; : : : ; nh izra�unaj[�k+1℄j = [�k℄j + �khj(xk)i [�k+1℄j 2 [�min; �max℄:Za j = 1; : : : ; ng izra�unaj[�k+1℄j = maxf0; [�k℄j + �kgj(xk)g;[�k℄j = maxfgj(xk);� [�k℄j�k gi [�k+1℄j 2 [0; �max℄:� Korak 4 Korekija kaznenih parametaraAko jemaxfkh(xk)k1; k�kk1g � � maxfkh(xk�1)k1; k�k�1k1g;postavi �k+1 = �k;ina�e postavi �k+1 = �k:� Korak 5 Nova spoljna iteraijaIzra�unaj "k+1 > 0. Postavi k  k + 1. Idi na Korak 2. �:
51



Poka�zimo kako Algoritam 3 mo�zemo primeniti na LOVO problem. U tomsmislu preformuli�simo LOVO problem u slede�imin fmin(x)s:t: h(x) = 0g(x) � 0 (66)gde f i : Rn ! R, za i = 1; : : : ; m, h : Rn ! Rnh , g : Rn ! Rng i ove funkijesu neprekidno diferenijabilne. Takod�e, za sve x 2 Rn , � 2 R++ , � 2 Rnh i� 2 Rng+ de�ni�semo pro�sireni Lagran�zijanLi(x; �; �; �) = f i(x) + �2�h(x) + ��2 + �g(x) + ���+2�;Lmin(x; �; �; �) = fmin(x) + �2�h(x) + ��2 + �g(x) + ���+2�:Neka je za sve x 2 Rn , �, � i �Imin(x) = fi 2 f1; : : : ; mgjLi(x; �; �; �) = Lmin(x; �; �; �)g:Algoritam 3-LOVO� Korai 1, 3, 4, 5 isto kao Algoritam 3� Korak 2 Re�savanje potproblemaIzra�unaj xk 2 Rn tako da jekrLi(xk; �k; �k; �k)k1 � "kza neko i 2 Imin(xk). �:Jedan od na�ina da se re�si potproblem u Koraku 2 jeste da se primeniAlgoritam 1 ili Algoritam 2 namin Lmin(xk; �k; �k; �k):U oba slu�aja re�senje dobijeno Algoritmom 3-LOVO je slabo kriti�nata�ka. 52



5 Implementaija modelaPosmatrajmo portfolio sa tri kredita, x = (x1; x2; x3)T , gde xi predstavljaudeo kredita i u portfoliu x. Prema CreditMetrisTM metodologiji,kreditni gubitak nastaje usled promene kreditnog rejtinga datog du�znika. Utom smislu, na osnovu istorijskih podataka mo�zemo odrediti tzv.migraionu matriu �iji elementi predstavljaju verovatno�u da du�znikrangiran u odred�enoj kategoriji pred�e u neku drugu kategoriju. Premastandardima Narodne banke Srbije postoji pet kreditnih kategorija: A, B,V, G i D. Migraiona matria, dobijena empirijski na osnovu podataka izjedna srpske banke srednje veli�ine, izgledaKategorija A B V G DA 91:187 7:769 0:86 0:046 0:138B 1:2595 94:974 3:2242 0:4365 0:0873V 0:0814 4:4752 89:097 5:3702 0:9764G 0 0 4:8673 86:504 8:6283D 1:7264 0:664 0:0443 0:0885 97:477Tabela 2: Migraiona matria (%)Takod�e, NBS je propisala i stope rezervisanja za svaku kreditnukategoriju. Stope rezervisanja, u stvari, pokazuju koliki je maksimalnigubitak po nekom kreditu iz odred�ene kategorije i date su u slede�oj tabeli:Kateorija A B V G Dr 0:02 0:05 0:25 0:5 1Tabela 3: Stope rezervisanja NBSNeka su du�znii i = 1; 2; 3 trenutno rangirani u kreditne kategorije B, V iD respektivno. Neka je dalje yj = (r1j ; r2j ; r3j )T vektor budu�eg stanja, gdeje rij stopa rezervisanja u zavisnosti od kreditne kategorije u kojoj se nalazidu�znik i, i = 1; 2; 3: Kako je n = 3 i imamo 5 kreditnih kategorija, sledi daje N = 53 = 125, to jest imamo 125 mogu�ih senaria (budu�ih stanja).53



Neka je fj(x) = pjyTj x, j = 1; : : : ; 125, gde je pj verovatno�a da se desiishod j. Tada fj(x) predstavlja predvid�eni gubitak portfolia x u slu�ajuishoda j. Uzmimo da je � = 0:96 (u tom slu�aju je p = 5) i de�ni�simoslede�i HOVO problem min 125Xj=121 fj(x) (67)s:t: 3Xi=1 xi = 1;3Xi=1 xi�i � R:Prvo ograni�enje zna�i da smo u portfolio ulo�zili eo kapital, a drugoograni�enje da �zelimo da prinos portfolia bude bar R, pri �emu �ipredstavlja prinos (kamatu) kredita i. Ukoliko je xi < 0 zna�i da smo uportfolio ulo�zili negativan kapital, odnosno sredstva koja ne posedujemo ikoja u odred�enom trenutke treba da vratimo. Ako �zelimo da zabranimokratke operaije, uve�s�emo dodatno ograni�enjexi > 0; i = 1; 2; 3:Za �1 = 0:05, �2 = 0:08 i �3 = 0:12 i dozvoljenu kratku prodaju,kori�s�enjem programskog paketa MATLAB i ugrad�ene funkije fminon,dobijeni su slede�i rezultatiR x1 x2 x3 CVaR0 1:8934 �0:3134 �0:58 0.00060:01 1:7399 �0:2948 �0:4451 0.000650:02 1:56 �0:23 �0:33 0.00070:03 1:232 0:094 �0:326 0.00090:04 0:9231 0:3845 �0:3077 0.00130:05 0:7134 0:5016 �0:215 0.00310:06 0:3047 0:9668 �0:2715 0.006020:07 �0:1755 1:5572 �0:3816 0.00950:08 �1:2085 3:1149 �0:9064 0.016030:09 �0:005 0:7587 0:2463 0.10588Tabela 4: Kreditni portfolio sa 3 elementa54



Portfolio sa minimalnim CVaR-om je (1:8934;�0:3134;�0:58)T , gde jeprinos portfolia R = 0 i CV aR = 0:0006, odnosno najmanje rizi�an jeportfolio za koji treba pozajmiti na ime drugog i tre�eg kredita 31:34% i58% respektivno i ulo�ziti 189:34% u prvi kredit, pri �emu se ne ostvarujezarada. Skup e�kasnih portfolia dat je na Slii 4

Slika 4: Skup e�kasnih portfoliaIz dopustivog skupa portfolia biramo portfolie koji le�ze na graniie�kasnosti zato �sto oni imaju "najbolji"odnos rizik-prinos:- ako �ksiramo prinos, e�kasan portfolio ima najmanji CVaR u odnosuna portfolie sa istim prinosom, 55



- ako �ksiramo CVaR, e�kasan portfolio ima najve�i prinos u odnosuna portfolie sa istim CVaR-om.Iz dobijenih rezultata se mo�ze videti da je rezerva kapitala potrebna zaza�stitu od nepredvid�enog gubitka znatno manja od 8%, koliko preporu�ujeKomitet za superviziju banaka u Bazelu. Ta razlika se mo�ze iskoristiti zanove plasmane, a samim tim doprineti pov�anju pro�ta, �sto je i osnovni iljposlovanja.
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